Laboratorio de datos: web scraping y
Procesamiento de Lenguaje Natural

Clase 4. Modelado de topicos 1. LDA
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;. Como representar
“matematicamente” un texto?
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Tidy Text
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Tidy Text
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Tidy Text
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No es la conciencia (...) la
que determina su ser sino
(...) el ser social lo que
determina su conciencia.

Un fantasma recorre
Europa: el fantasma del
comunismo
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Tidy Text

doc word

1 no

1 es

1 la

2 el

2 fantasma

2 del

2 comunismo
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group_by(doc, word) %>%
summarise(count=n())

doc | word count
1 no 1
1 es 1
1 la 2
1 conciencia | 2
2 el 1
2 fantasma 2
2 del 1
2 comunismo | 1




Document-Term Matrix (TFM)
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doc | no es la conciencia el fantasma del comunismo
1 1 1 2 2 0 0 0 0
2 0 1 0 0 1 2 1 1




Document-Term Matrix (TFM)

F te

Matriz M =

documentos

= VN Vi i

cada columna esta asociada
a un término

factor~data
EIDAES_UNSAM



Palabras, bigramas,

Document-Term Matrix (TFM) trigramas, lemas, solo la
/ raiz de la palabra...
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Frecuencia del término
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Bag of Words (BoW)

e Representacion de cada documento en funcién de las palabras
gue contiene

e Caracteristicas:

Es simple de generar

Se asume que las palabras son “independientes”
Los vectores son claramente no independientes

O
O
O
o La gramatica y el orden de las palabras se pierden
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Modelado de topicos

EEEEEEEEEEEE



;. Qué es?

e Hasta aqui => conteo de palabras “crudos”, ponderados de alguna forma y/o
mediante lexicones

e ,;Qué pasa si no queremos (0 no podemos) usar lexicones? ;Como
detectamos los temas de un corpus sin leerlo y sin buscar palabras
especificas?

e Tenemos un corpus documental muy grande y queremos una herramienta
para hacer una primera “lectura” sin leer uno por uno los documentos.
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;. Qué es?

e Las técnicas de modelado de topicos apuntan a eso: buscan detectar grupos
0 conjuntos de textos con una tematica similar. Algoritmos basados en
descomposicion de matrices (NMF: Non-Negative Factorization) y modelos
probabilisticos (LDA: Latent Dirichlet Allocation).

e Hoy vamos a centrarnos en LDA.
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Palabra 1 Palabra 2 Palabra 3 Palabra 4 Palabra 5
e La matriz de Relato 1 0 0.12 0.01 0 0
. Relato 2 0 0.44 0.15 0.65
documentos-terminos Relato 3 0.11 0.28 0 0 )
suele tener muchos Relato 4 o 0.05 8.21 0
ceros Relato 5 0 0 0.07 0
e Problema: se hace () |
dificil medir la relacidon La correlacion lineal entre filas nos da una idea de la

similitud del significado entre relatos

entre los distintos

documentos o La correlacion lineal entre columnas nos da una idea de la

i . similitud del significado entre palabras
terminos J

Pero hay un problema: la mayor parte de los valores son 0
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;. Qué es un tépico?

S — ; Como se ve una matriz de
SRR G R S documentos por términos real?
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;. Qué es un tépico?
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Ordenando la matriz por

filas y columnas...



;. Qué es un tépico?
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Emergencia de bloques: Conjunto
de documentos que usan
términos similares. Estos bloques
emergen naturalmente del
“‘ordenamiento” de la matriz de
documentos por términos.

A los bloques los identificamos
como topicos o ejes tematicos.

¢ Como hacemos el ordenamiento?
Algoritmos de deteccion de topicos



Latent Dirichlet Allocation (LDA)

Modelo probabilistico generativo (modelo para describir la forma en que se
produjo la TFM)

Supuestos:
e un topico es una distribucion en el espacio de términos;

e un documento es una distribucidn en el espacio de topicos (es una mixtura de
tépicos).
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Latent Dirichlet Allocation (LDA)

Topics

gene 0.04
dna 0.02
genetic 0.01

—_——

life 6.0
evolve 0.01
0

organism .01

data 0.02
number 0.02
computer 0.01

—
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Topic proportions and

Documents :
assignments

Seeking Life’s Bare (Genetic) Necessities

COLD SPRING HARBOR, NEW YORK— “are not all thar far apart” especially in
How many genes does an SEganism need © comparison to the 75,000 genes in the hu
survive! Last week ar the genome mecting Loe, notes Siv Anderssor <
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- Blei, D. M. (2012). Probabilistic topic models. Communications of the ACM, 55(4), 77-84.



Latent Dirichlet Allocation (LDA)

¢ Cual es el modelo generativo? La idea es ir construyendo término a término un
documento. Supongamos que ya conocemos todas las distribuciones:

Elijo un topico de la
distribucion del

—

documento en el espacio

de topicos
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gene 0.04
dna 0.02
genetic 0.01

L

life 0.02
evolve 0.01
organism ©.01

/

brain 0.04
neuron 0.02
nerve 0.01

data 0.02
number 0.02

computer 0.01

E—

—

Elijo un término de la
distribucién del tépico
elegido en el espacio de
términos

El término elegido forma
parte del documento e
itero hasta completar
los N términos del
documentos




Latent Dirichlet Allocation (LDA)

¢, Donde esta el problema? En tratar de inferir
las distribuciones de los documentos y |
4 . . Cluster of words-2 :>
topicos a partir de los datos. JJHL ,
|

Cluster of words-n Topic-n

d Cluster of words and distribution of words in a topic

| | Topic model
\ Distribution of topics in the documents

‘m’ documents

Document-1 Document-m

Topic-1  Topic-2 Topic-N Topic-1 Topic-2 Topic-N

factor~data
EIDAES UNSAM https://www.mygreatlearning.com/blog/understanding-latent-dirichlet-allocation/




Latent Dirichlet Allocation (LDA)

Algoritmo
LDA assumes the following generative process for each document w in a corpus D:
1. Choose N ~ Poisson(§).
2. Choose 6 ~ Dir().

3. For each of the N words w,,:

(a) Choose a topic z, ~ Multinomial(90).

(b) Choose a word wy, from p(wy |zx, ), a multinomial probability conditioned on the topic
Zn-

Blei, D. M., Ng, A. Y., & Jordan, M. I. (2003). Latent dirichlet allocation. the Journal of machine Learning
~ research, 3, 993-1022.
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Latent Dirichlet Allocation (LDA)
s ()
O

o 0 Z woon

M

Figure 1: Graphical model representation of LDA. The boxes are “plates” representing replicates.
The outer plate represents documents, while the inner plate represents the repeated choice
of topics and words within a document.

factor~data
EIDAES_UNSAM




Latent Dirichlet Allocation (LDA)

No vamos a ver en detalle la matematica ni los procesos de estimacion pero
esta ecuacion da una intuicion de lo que esta pasando:

.=/p(9a)

N
H p(zn |6 (Wn‘ZnaB) do.

n=1 Zn

Proba de obtener un
documento dado parametros

Probabilidad de Proba de elegir un

elegir el tépico del término dado un
documento topico

del modelo
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Obijetivo: inferir estos objetos (a través de inferir los
parametros de las distintas distribuciones).




Del texto crudo al texto como dato

sobre los
techos de
Pompeya

Viernes a la
noche...

Paisano de
Hurlingham...

a de hurlingham la los noche paisano pompeya techos vernes
C1 0 1 1 0 0 1 1 0 0 0
Cc2 0 1 0 0 1 0 0 1 1 0
C3 1 0 0 1 0 1 0 0 0 1
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De la matriz de términos a la matriz de topicos

hurlingham | noche paisano pompeya techos | vernes

c1 1 1 1 0 0 0 _ Matriz de Frecuencia de términos

Cc2 0 0 0 1 1 0

C3 0 1 0 0 0 1

Matriz de Documentos x Topicos
hurlingham | noche paisano pompeya | techos | vernes

T1 0.8 0.4 0.8 0.9 0.6 0.2
T2 0.3 0.9 0.1 0.3 0.4 0.9

Matriz de Términos x Tépicos
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T1: Barrios T2: Fiesta
C1 0.9 0.1
Cc2 0.9 0.1
C3 0.15 0.85




Latent Dirichlet Allocation (LDA)

Ventajas de los modelos generativos:

e Supuestos explicitas: si el modelo falla (por ejemplo, no encuentra los topicos
correctos en un corpus bien definido) se puede chequear si es porque los
datos no cumplen alguna. De variar las hipotesis vienen las extensiones de
LDA (STM vamos a ver la semana que viene).

e Generacion de datos sintéticos y autoconsistencia: podemos inicializar el
modelo con ciertos parametros, generar datos sintéticos y ver si recuperamos
los parametros originales.
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Un caso de aplicacion (autobombo)

factor~data
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JORGE LUIS
BORGES

El tango

Cuatro conferencias

SUDAMERICANA

“El tango, como hemos visto, empezo,
surge de la milonga, y es al principio un
baile valeroso y feliz. Y luego, el tango
va languideciendo y entristeciéndose...”

lIl Conferencia, p.80-81



Enfoque tradicional

e Problema: analizar los temas de las
letras de tango

e Enfoque “hermenéutico”™ analizar
pocas letras en profundidad

e Temas comunes: representaciones
de género, figuras del “guapo’,
representaciones del arrabal, etc.
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S
Las Letras del Tango

b
Antologfa Cronolégica 1900 - 1980

EDUARDO ROMANO

|H
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Enfoque tradicional

e Problema: analizar los temas de las . lario Ganton
™ [ardel, ; quién le cantas?
letras de tango ek

e Enfoque “estadistico”

e Canton (1972), analiza ciertos
aspectos relevantes de las letras
de los tangos cantados por Gardel
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Enfoque propio

Afiches

ofe Me gusta 115 Compartir. W Twitiear

e Scrap de letras del sitio p—
tOd Ota ngO .Ccom Cruel en el cartel,

la propaganda manda cruel en el cartel,
y en el fetiche de un afiche de papel
se vende la ilusion,

o COFpUS 5700 |etr‘aS se rifa el corazon...
Y apareces tu
vendiendo el tltimo jiron de juventud,
cargandome otra vez la cruz.

[ ) PrOblema anal |Zar un CO erS de iCruel en el cartel, te ries, corazon!
iDan ganas de balearse en un rincon!
~5.700 letras de tango para B
Gy r = 1 .y Ya da la noche a la cance
detectar “topicos” - Deteccion supiel de gjera...
s g - Ya moja el aire su pincel
automatica: Latent Dirichlet e
AI |Ocat|0n gi estég tuls cosas pero ti no estas,

porque eres algo para todos,
como un desnudo de vidriera...
jLuché a tu lado, para ti,

por Dios, y te perdi!

factor~data
EIDAES_UNSAM



12 temas detectados
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Composicion de topicos de 4 tangos

1.00
0.75
0.25
0.00

topic
. 01 Imagenes climaticas

02 Cludad, Imagenes urbanas
03 Misc

04 Emoclones posltivas

05 Campo y gauchesca

06 Tango y arrabal
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o
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07 Tlempo, recuerdos

m
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09 Emoclones negativas
10 Candombe
11 Misc y familia

12 Misc y lunfardo

factor~data barrio reo garua malena ml buenos aires querido
EIDAES_UNSAM tango




Evolucion de los topicos, 1900-2010 (suavizado GAM)

011Imagenes climaticas 2 Ciudad, imagenes urbana 03 Misc 04 Emociones positivas
0.15
0.05
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o 015
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T —— —— —————— S —
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Latent Dirichlet Allocation (LDA)

Ventajas de los modelos generativos:

e Supuestos explicitos: si el modelo falla (por ejemplo, no encuentra los topicos
correctos en un corpus bien definido) se puede chequear si es porque los
datos no cumplen alguna.

e \ariando esas hipotesis/supuestos se producen las extensiones de LDA

e Hoy: Structural Topic Modeling (STM)

factor~data
EIDAES_UNSAM




Structural Topic Modeling (STM)

e Permitir vincular los topicos detectados con covariables (o metadata)
e \Variacion de LDA => modelo generativo del conteo de palabras

e Las covariables pueden afectar la prevalencia (prevalence) de los topicos
sobre cada documento, es decir, permite que la composicion de topicos sobre
cada documento varie en funcidén de alguna covariable

e También pueden afectar el contenido (content), es decir, permite que la
probabilidad de cada palabra de pertenecer a cada topico se vea afectada
por esas covariables.
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Latent Dirichlet Allocation (LDA)
s ()
O

o 0 Z woon
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Figure 1: Graphical model representation of LDA. The boxes are “plates” representing replicates.
The outer plate represents documents, while the inner plate represents the repeated choice
of topics and words within a document.
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Topic

Per-word topic

assignment

Observed Topic word Content

distribution covariates

Covariates —

@_.

-B-@

Coeflicients

factor~data
EIDAES_UNSAM

) (i)
p = exp(mv 3 K:': + x;:.v + xy,t.v

)



Topic

Document-topic Per-word topic Observed Topic word Content
proportions assignment word distribution covariates

\
@)/‘_I O—@-B)-
/

B o<exp(m, +x;)+x\" +x\", )

Yy kv

Coeflicients

Prevalencia: X afecta a la composicion

~ de tépicos por documento
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Topic

Document-topic Per-word topic Observed Topic word Content
proportions assignment word distribution covariates

X
K

—®-o - ®-
7

B o<exp(m, +x;)+x\" +x\", )

A ‘ N

Coeflicients

Prevalencia: X afecta a la composicion _ o
— de topicos por documento Contenido: Y afecta a la composicion de

factor~data

EIDAES_UNSAM palabras por tépico




Vamos al notebook...

EEEEEEEEEEEE



Un flujo de trabajo posible para topic modeling

1. Definir objetivos

factor~data
EIDAES_UNSAM

Adecuacion entre problemas,
preguntas y objetivos de
investigacion y supuestos del
modelo (en este caso, STM/LDA u
otros)

Definicion conceptual de “topico”

Ejemplo: “agenda setting”



Un flujo de trabajo posible para topic modeling

- Corpus con una distribucion
“balanceada”

- Evitar sesgos (0 al menos
conocerlos y cuantificarlos)

- Curar los corpus

- Unidad de analisis
(documentos, parrafos,
oraciones, etc.)

2. Construir un corpus
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Un flujo de trabajo posible para topic modeling

- Filtrado de palabras

Stopwords por lista
Palabras de alta frecuencia
Eliminar caracteres

3. Pre-procesar el texto - Reduccion de complejidad
(stemming/lemmatizacion, etc.)
- Etc.
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Un flujo de trabajo posible para topic modeling

- K (nro. de topicos) es el
parametro fundamental
- Dispersion de topicos y
palabras son otros opcionales
- Prueba de diferentes valores de
4. Seleccionar el modelo adecuado K

- Algunas métricas (perplexity)
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Un flujo de trabajo posible para topic modeling

- Analizar palabras por tépicos

Diferentes métricas (palabras mas
probables, FREX, etc.)

- Muestrear documentos con
altos valores en los diferentes
topicos y realizar una lectura
cercana para validar

5. Interpretar y validar el modelo - Colapsar topicos similares
(l6gica similar a Grounded
Theory)
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Un flujo de trabajo posible para topic modeling

- Pocos estandares

- Tabla de palabras por tépico

- LDAviz

- Diferentes métricas: relevancia,
FREX, exclusividad, etc.

- Topicos genéricos vs topicos
exclusivos

6. Comunicar el modelo.
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Resumen

e La TFM es uninsumo para detectar topicos

e Un “topico” emerge como un de términos comunes usados por ciertos
conjunto de documentos

e LDA es un método generativo para esa tarea
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