
 Laboratorio de datos: web scraping y 
Procesamiento de Lenguaje Natural

Clases 2 y 3. Análisis de Sentimiento  + 
Vectorización de texto



Análisis de Sentimiento



¿Qué es?

● Área dentro del PLN que busca conocer el “sentimiento” expresado en un 
texto, 

● Usa como base las palabras y expresiones contenidas en el mismo.
● Usos comunes: medición de la opinión de consumidores sobre artículos, 

bienes y/o servicios
● Otros usos



¿Qué es?



¿Qué es?



¿Qué es?

● Tres grandes enfoques:

○ Basados en léxico -lexicon 
based-

○ Basados en Aprendizaje 
Automático 

○ Enfoques híbridos



Métodos basados en léxicos

● Se usan listados de palabras o 
expresiones con connotación 
conocida para clasificar un texto 
dado.

● “A mano” para cada corpus
● Lexicones generados por otras 

personas o procesos
● Enfoque basado en corpus



Métodos basados en Machine Learning

● Técnicas de ML para clasificar 
textos.

● Tenemos un conjunto de texto 
preclasificado (+, -, etc.)

● Se entrena un modelo que 
relacione e identifique features 
relevantes a las clases

● Se utiliza el modelo ya entrenado 
para predecir el sentimiento de 
nuevos textos





● Castellano… siempre las cosas andan mal.

● ¿Cómo preprocesamos?

● ¿Cómo construimos lexicones? 

● ¿Cómo generamos una base de datos taggeada?

Problemas



Vamos al Notebook 1



¿Cómo representar 
“matemáticamente” un texto?



Tidy Text doc word

1 no

1 es

1 la 

1 conciencia 

1| la 

1 que

1 determina 

1 su

1 ser

... ...

No es la conciencia (...) la 
que determina su ser sino 
(...) el ser social lo que 
determina su conciencia.



Tidy Text doc word

2 un

2 fantasma

2 recorre

2 europa

2 el

2 fantasma

2 del

2 comunismo

Un fantasma recorre 
Europa: el fantasma del 
comunismo



Tidy Text
doc word

1 no

1 es

1 la 

... ...

2 el

2 fantasma

2 del

2 comunismo

Un fantasma recorre 
Europa: el fantasma del 
comunismo

No es la conciencia (...) la 
que determina su ser sino 
(...) el ser social lo que 
determina su conciencia.



Tidy Text
doc word

1 no

1 es

1 la 

... ...

2 el

2 fantasma

2 del

2 comunismo

doc word count

1 no 1

1 es 1

1 la 2

1 conciencia 2

... ... ...

2 el 1

2 fantasma 2

2 del 1

2 comunismo 1

group_by(doc) %>%
count(word)



Document-Term Matrix (TFM)

doc no es la conciencia ... el fantasma del comunismo

1 1 1 2 2 ... 0 0 0 0

2 0 1 0 0 ... 1 2 1 1



Document-Term Matrix (TFM)

V11 V12 V13 …………………. V1F

N
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oc
um
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s

F términos

VN1 VN2 VN3 …..……………. VNF

Matriz M =

cada columna está asociada 
a un término

cada documento es una fila

Fuente: https://github.com/gefero/ws_text_mining/blob/master/slides/04_pinto.pdf



Document-Term Matrix (TFM)

V11 V12 V13 …………………. V1F

N
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oc
um

en
to

s

F términos

VN1 VN2 VN3 …..……………. VNF

Matriz M =

Frecuencia del término

Palabras, bigramas, 
trigramas, lemas, solo la 

raíz de la palabra...

Fuente: https://github.com/gefero/ws_text_mining/blob/master/slides/04_pinto.pdf



Bag of Words (BoW)

● Representación de cada documento en función de las palabras 
que contiene

● Características:
○ Es simple de generar 
○ Se asume que las palabras son “independientes”
○ Los vectores son claramente no independientes
○ La gramática y el orden de las palabras se pierden



Métricas (TF, IDF, TF-IDF)

● Podemos pensar en dos dimensiones de las frecuencias de los 
términos de un corpus…
○ Un término t es más importante si es más frecuente en un 

documento d de un corpus C determinado.
○ A su vez, t es más informativo del contenido de un documento d 

si está presente en pocos documentos y no en todos de C .

● Mirar tanto la frecuencia de t a lo largo de todo el corpus C y al interior 
del documento d.



Métricas (TF, IDF, TF-IDF)
●           es el conteo çrudo”del t en el documento d
●
● Hasta aquı ́estamos en el esquema BoW crudo.

● Problemas:
○ El largo de los documentos suele ser variable
○ En general, la información acerca del sentido no çrece de forma 

proporcional a la ocurrencia de t en un d

● Entonces, hay normalizaciones alternativas
■ Binaria: 0, 1
■

■ Log: 



Métricas (TF, IDF, TF-IDF)
● Insumo para una medida de la informatividad de un término a lo

largo de C

Donde
● df (t) es la cantidad de documentos en C que contienen el 

término t
● |C| es el tamaño del corpus C , es decir, el total de documentos 

en C

● Cuanto mayor es DF (t) menor es la informatividad de un término. 
Entonces, se calcula su inversa (IDF):
○



Métricas (TF, IDF, TF-IDF)

● Entonces, tf (t, d) es una propiedad del documento y IDF (t) es una 
propiedad del corpus

● Combinamos ambas en una medida llamada Term Frequency-Inverse 
Document Frequency (TF-IDF)

○

● Valores altos de tf (t, d) y valores altos de IDF (t) -o sea, valores
bajos de DF (t) arrojan valores altos de TF IDF (t).
● O sea, términos t frecuentes en d y poco frecuentes en C .
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