Machine Learning aplicado a las
Ciencias Sociales

Clase 3. Fundamentos de clustering
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Clustering

e Amplia clase de métodos que buscan detectar grupos y subgrupos en los
datos

o Dado un conjunto de clientes, 4 es posible encontrar segmentos de clientes similares, segun
su historial de compras?

o Agrupar peliculas en funcion de sus clasificaciones

o Encontrar grupos de jurisdicciones en funcion de caracteristicas sociodemograficas

o Etc...
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Clustering

Encontrar subgrupos (clusters) en los datos
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Clustering

Encontrar subgrupos (clusters) en los datos
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Clustering

Encontrar subgrupos (clusters) en los datos

minimizar o . o
distancia - Maximizar distancia inter-cluster

intra-cluster 0o
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Clustering

Encontrar subgrupos (clusters) en los datos

minimizar
distancia

2 Maximizar distancia inter-cluster

. O
intra-cluster O o

Observaciones dentro de un cluster similares
Observaciones entre clusters no similares
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Clustering - Diferencia con PCA

original data space

component space

PCA
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Reducir dimensidon maximizando la varianza
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Clustering - Diferencia con PCA

original data space
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Reducir dimensidon maximizando la varianza

factor~data
EIDAES_UNSAM




Clustering - Diferencia con PCA

original data space

component space component space
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Reducir dimension maximizando la varianza Encontrar grupos homogéneos
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Clustering - Diferencia con PCA

original data space

component space component space
PCA CLUSTERING
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PC 1 PC1
Reducir dimension maximizando la varianza Encontrar grupos homogéneos

Se puede encontrar grupos en el espacio de features original
Si son muchos
7 factor-data -> podria ser costoso computacionalmente
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~ -> podrian esconderse las caracteristicas que mejor agrupan los datos




Tipos de problemas

e Buscamos encontrar grupos de casos que sean parecidos entre si
e Es necesario definir qué significa similitud o diferencia

e EIl conocimiento del dominio es fundamental en esta definicion
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Dos meétodos (entre muchos otros)

e K-medias Encontrar una particion de las
observaciones segun un numero
pre-definido de clusters
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Dos meétodos (entre muchos otros)

e Clustering jerarquico - No conocemos a priori el numero de
clusters

- Usamos el dendograma para definirlo
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K-Medias

- Cada puntito es una persona,
caracterizada por su experiencia laboral
(eje X) y su ingreso (eje Y)

- ¢ Cuantos grupos existen?
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K-Medias
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K-Medias

e Tenemos K grupos C1, C2,..., CK

e Cada grupo tiene dos propiedades:

o Cy UCU...UCK ={1,2,3,...,n} esdecir que cada unidad pertenece a un
cluster

o Cl M 02 M. .. ﬂCK — (Z) , es decir, que elemento queda clasificado en un solo
cluster
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K-Medias

e Laidea es que un buen esquema de clustering implica que adentro del
cluster existe la menor variabilidad posible

e Variabilidad intra-cluster WCV(C, ): medida que indica cuanto se diferencian
los elementos al interior de un cluster

minimize { S WCV(Ck)}
C1,Cs,...,.Cx
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K-Medias

e ;Como definimos la medida de variacion intra cluster -WCV-? Tipicamente, la
distancia euclidiana:

2
WCV(Ck) |Ck| Zzz eC}, p— (wi’j - xi‘a.f)

e Entonces, queremos minimizar (nuestra funcion objetivo)

2
e e . K 1 p N
mininize { S, 4 Syvea, T (o1 - 20, ) |

Cl 702 7'"aCk

factor~data
EIDAES_UNSAM




K-Medias - Algoritmo

1. Asignar aleatoriamente cada observacion a un cluster (entre 1 y K). Esto
sirve como un punto de inicializacion

2. Repetir hasta que la asignacion deje de cambiar:
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2.1 Para cada uno de los K clusters, computar el centroide (el vector
que contiene el promedio de cada una de las variables a considerar)

2.2 Computar la distancia euclidiana de cada caso a cada centroide
y asignar cada caso al cluster con el centroide mas cercano



K-Medias - Algoritmo

Data
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Inicializamos los

K-Medias - Algoritmo centroides de forma

aleatoria
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Inicializamos los

K-Medias - Algoritmo centroides de forma

aleatoria
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Inicializamos los

K-Medias - Algoritmo centroides de forma

aleatoria
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Inicializamos los

K-Medias - Algoritmo centroides de forma

aleatoria
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Inicializamos los

K-Medias - Algoritmo centroides de forma

aleatoria
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K-Medias - Diferentes inicializaciones
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K-Medias - Ventajas y limites

+ Simple y Facil de implementar

+ Orden del algoritmo es lineal

- Depende de la inicializacion

- Tiende a caer en un minimo local

- Sensible a outliers

- Los clusters tienen que tener forma
esférica

- No se puede aplicar a data categorica
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K-Medias - Ventajas y limites

Voronoi polygons and K- Means clustering

+ Cluster Centers

- Da un clustering de los datos aun si los
datos no estan “clusterizados”
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Clustering jerarquico

e K-medias requiere especificar de antemano la cantidad de clusters buscados
e El clustering jerarquico ofrece un método para tratar de estimarlo

e \eremos el método mas comun de clustering jerarquico: bottom-up o
“aglomerativo”
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Clustering jerarquico
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Clustering jerarquico
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Clustering jerarquico
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Clustering jerarquico
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Clustering jerarquico
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Clustering jerarquico

Empieza con cada caso como un cluster unico
|dentifica los clusters mas cercanos y los une
Repite el procedimiento

Finaliza cuando todos los puntos han sido asignados a un unico cluster
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Clustering jerarquico

Dendrogram
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Clustering jerarquico

Otro ejemplo
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¢, Como definir el método de aglomeracion?

2

Z nz D (xri > ‘\‘sj )

”rns P

L(rs)=min(D(x,.%,)  Lirs)=max(D(x,.x,)  L0ws)=

Single Linkage Complete Linkage Average Linkage
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Clustering jerarquico. Ventajas y limitaciones

+

Pueden revelar detalles finos en la relacion de los datos

Proveen un dendograma interpretable

Son deterministicos - producen el mismo resultado si se corre

el mismo modelo con el mismo input
Son computacionalmente costosos
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Neuron

Cluster number,  Cluster correlation Number of cells

cluster name in cluster
1 Endothelial 165
2 Pericytes a3
3VLMC 26
4 Microglia 169
5PVM 18
60L 79
7 NFOL 35
80PC 66
9 Astrocytes 33s
10 Radial glia-like 165
11 nlPC a8
12 Neuroblast 1 a7
13 Neuroblast 2 777
14 Granule-immature| I 1,333
15 Granule-mature 3! 1712
16 Ck-Tox EH 27
17 Mossy-Adcyap1 a3
18 Mossy-Cyp26b1 s
19 Mossy-KIk8 29
20 GABA-Cnr1 a3
21 GABA-Lhx& (-]
22 Cajal-Retzius 3



Problemas practicos

e ,Es necesario normalizar las escalas de las variables?
e ,Qué métrica de similaridad usar?
e ,;Queé método de aglomeracion?

e ; Cual es el numero 6ptimo de clusters a utilizar?
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