
Métodos de análisis cuantitativos 
multivariados

Clase 1. Introducción al modelado y regresión 
lineal simple



Un poco de epistemología… ¿qué es un modelo?



Un poco de epistemología… ¿qué es un modelo?

● Básicamente: una manera de proponer hipótesis sobre la forma en que 
se combinan variables

● En general vamos a estar tratando de general modelos de la forma 

Y = f(X) + e

● Todo el problema es estimar f(X), es decir, de qué forma(s) se 
combinan las X para generar un output

● Una posibilidad es suponer que Y es una combinación lineal de las X

Variable dependiente
Variable(s) independiente(s)

El modelo

El error, lo que no sabemos



¿Para qué modelar?

Para predecir

Tenemos valores de un conjunto de 
variables independientes (X₁, X₂, 
etc.) y queremos un modelo que 
prediga el valor de la variable 
dependiente (Y)

Para inferir / comprender

Queremos entender la relación 
entre la variable dependiente (Y) y 
el conjunto de variables 
independientes (X₁, X₂, etc.).



Predicción

https://surl.li/qlprvx 

● f puede funcionar como una caja negra.

● El error de nuestras predicciones se puede descomponer en dos partes:

○ Reducible: mejorar f

○ Irreducible: ϵ (variables que no incluimos o no podemos medir)

https://surl.li/qlprvx


Inferencia

https://surl.li/qlprvx 

● f NO puede funcionar como una caja negra.

● La calidad de nuestros resultados depende de una serie de supuestos 
acerca de la distribución de los datos.

● Nuestro interés principal son preguntas como:
○ ¿Qué variables X están relacionadas con Y?
○ ¿Qué dirección tienen estas relaciones?
○ ¿Qué efecto tiene cada variable X en la variable Y?
○ ¿Las relaciones son lineales o no lineales?

https://surl.li/qlprvx


¿Cuándo usamos cada tipo de modelo?

https://surl.li/qlprvx 

● ¿Qué pasa si nuestro modelo de inferencia no predice bien?

● Problemas para predecir por fuera del intervalo de entrenamiento 
(e.g.: predecir el futuro con datos del pasado)

https://surl.li/qlprvx




Tipos de problemas (Y)

● Aprendizaje Supervisado 
○ Variable dependiente => Y, resultado, target
○ Matriz de predictores (p), X, features, variables independientes, etc.
○ Tenemos datos de entrenamiento (conjuntos de Xi,Yi), observaciones
○ Podemos definir una (o varias) métricas para evaluar los modelos

● Aprendizaje no Supervisado 
○ No hay variable target (Y)
○ Solo hay X
○ Es más difícil evaluar qué tan bien funciona el modelo



Tipo de variable dependiente = Y

● Regresión => Y es una variable 
cuantitativa. El modelo nos 
proporciona una función que 
nos da valores predichos de Y 
para los diferentes valores de 
X₁, X₂, etc.

● Clasificación: Y es una variable 
categórica y el modelo nos da la 
probabilidad de que cada caso 
quede en cada categoría.



¿Asuminos una forma del modelo? -f(.)-

● Los modelos paramétricos asumen 
la forma de la función. 

● Los métodos no paramétricos, no, y 
pueden tener diferentes formas para 
diferentes valores de X.



Modelos paramétricos

● Suponemos que f tiene cierta forma funcional.
● Ajustamos el modelo.

● Ventajas
○ Suponer una forma funcional simplifica la estimación de los 

parámetros.

● Desventajas
○ La forma funcional que elegimos difícilmente coincida con la 

forma real de f.



Modelos no paramétricos

● Ventajas
○ Al no suponer una forma funcional para f, tienen el potencial de 

ajustarse con precisión a una gama más amplia de formas 
posibles para f.

● Desventajas
○ Necesitamos una cantidad de observaciones mayor que en el 

caso de los modelos paramétricos.
○ Peligro de overfitting.



Modelos no paramétricos



Vamos al Notebook



http://www.youtube.com/watch?v=JX_UyidsQNg&t=124


http://www.youtube.com/watch?v=JX_UyidsQNg&t=266


http://www.youtube.com/watch?v=zYYBtxHWE0A&t=227

